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Аннотация. Исследуется возможность применения глубоких нейронных сетей для обра-
ботки мультиспектральных измерений в задачах классификации биологических объектов 
с определенными патологиями. Для классификации используются сверточные нейронные 
сети, принимающие на вход несколько спектральных функций (зависимостей амплитуды 
от частоты), полученных одновременно по каждому объекту с помощью различных ме-
тодов (спектры отражения, спектры пропускания) и/или в различных участках спектра 
электромагнитных волн. Описывается структура глубокой сети с двумя слоями свертки и 
двумя полносвязными слоями, используемая для классификации элементов неоднородного 
потока зерновых смесей (на примере пшеницы), пораженных грибковыми заболеваниями, 
и определения сортовой принадлежности. Предлагается метод повышения качества обу-
чения сети на основе технологии переноса обучения с использованием предварительного 
обучения по искусственно размноженным данным мультиспектральных измерений. На 
примере задачи классификации зарегистрированных спектров отражения и пропускания 
элементов зерновых смесей приводится сравнение результатов, полученных при тради-
ционном обучении глубоких сетей для каждого спектрального метода в отдельности, при 
обучении с использованием данных для двух спектральных методов (одновременная обра-
ботка двух каналов данных, описывающих спектры пропускания и отражения), и при об-
учении с использованием предлагаемого метода на основе технологии переноса обучения.
Ключевые слова: глубокие нейронные сети, сверточные сети, перенос обучения, спек-
тральные измерения, машинное обучение.

© Донских А. О., Сирота А. А, 2019

ИНТЕЛЛЕКТУАЛЬНЫЕ ИНФОРМАЦИОННЫЕ СИСТЕМЫ

ВВЕДЕНИЕ

При построении алгоритмов классифика-
ции (распознавания) образов важную роль 
играет исходное представление данных, т. е. 
извлечение признаков из первичных наблю-
дений для дальнейшей обработки. Удачный 
выбор набора исходных описаний позволяет 
получить вектор признаков, который вклю-
чает только информативные составляющие 
и имеет достаточную для эффективного ре-
шения задачи размерность. Отсутствие в со-

ставе набора признаков неинформативных 
составляющих и его минимальный размер 
значительно упрощают процесс обучения ал-
горитмов машинного обучения и сокращают 
требования к объему обучающих данных.

В зависимости от типа данных, извлече-
ние и выбор признаков для классификации 
может выполняться с помощью метода глав-
ных компонент, спектральных методов ана-
лиза, ядерных методов (например, метода 
опорных векторов), путем статистической 
предобработки, например усреднения дан-
ных на некоторых интервалах наблюдений и 
др. Применение подобных методов к произ-
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вольным данным зачастую требует большой 
подготовительной исследовательской работы 
с учетом физики и специфики решаемой за-
дачи и высокой квалификации разработчика. 
Применение этих методов в «слепом» режиме 
без учета специфики решаемой задачи при-
водит к тому, что полученные признаки часто 
не обладают достаточной степенью обобще-
ния и информативности [1]. В тоже время с 
ростом объемов обучающих данных и слож-
ности решаемой задачи «ручной» анализ и 
предварительная обработка становятся все 
более затратными и неэффективными. Это 
обстоятельство делает острейшей проблему 
автоматизации процесса извлечения призна-
ков [1] и необходимость переходу к анализу 
сырых, необработанных данных как, в сущ-
ности, это и вытекает из общего направления 
развития современных систем прикладного 
искусственного интеллекта.

Прорыв [1–2] в развитии методов авто-
матического извлечения признаков связан 
с идеей построения иерархий признаков (от 
частных к более общим) путем обучения без 
учителя (в плане предобработки) глубоких 
моделей (в частности, глубоких нейронных 
сетей) с использованием необработанных 
исходных данных [3–4]. По сравнению с тра-
диционным иерархическим представлением 
признаков оказалось более репрезентатив-
ным, обобщенным и инвариантным [1]. При 
этом количество уровней в иерархии призна-
ков определяется количеством слоев в модели 
нейронной сети и может регулироваться в за-
висимости от сложности задачи. Кроме того, 
слои, обученные для извлечения признаков 
в рамках одной задачи, могут использовать-
ся для повышения качества и скорости обу-
чения при решении других, близких по типу 
данных задач [4–5], что в настоящее время 
реализуется в рамках технологии переноса 
обучения (transfer learning).

Универсальность глубоких моделей и их 
способность выявлять информативные за-
кономерности в данных большой размерно-
сти позволило добиться значительных успе-
хов в задачах распознавания изображений 
[6–9] и речи [10–12], анализа научных дан-
ных [13–14] и др. 

В настоящее время методы глубокого об-
учения активно внедряются в процесс реги-
страции и обработки спектральных измере-
ний различных типов природных объектов. 
Так, в [15] глубокие сверточные сети (CNN) 
успешно применяются для определения зре-
лости цитрусовых по измеренным спектрам 
флюоресценции. В [16] исследуется эффек-
тивность применения переноса обучения 
для CNN при решении задачи определения 
содержания глины в почве по данным спек-
трального анализа. В [17] демонстрируется, 
что способность CNN к извлечению инвари-
антных признаков может быть использова-
на для компенсации различий в измерениях 
объектов, возникающих при использовании 
спектрометров с разными параметрами ка-
либровки. 

С учетом этого, представляется перспек-
тивным использование глубоких сверточ-
ных сетей при решении задач классификации 
биологических объектов по спектральным 
измерениям. При этом спецификой решения 
данной задачи часто является необходимость 
обучения алгоритмов в условиях малой вы-
борки вследствие невозможности получения 
значительных по объему обучающих данных 
в условиях ограничения во времени и трудо-
затратам на проведение спектральных изме-
рений, а иногда, и в силу объективного от-
сутствия необходимого количества образцов. 
К такого рода задачам относятся задачи диа-
гностики различных заболеваний в медици-
не, а также задачи классификации элементов 
зерновых смесей (ЭЗС) для выявления раз-
личных патологий, оценки сортовой чистоты 
и пр. Следует также отметить актуальность 
подобной постановки задачи с точки зрения 
существующей практики настройки прибо-
ров экспресс-анализа, используемых для ди-
агностики различных патологий, и необхо-
димости их оперативной перенастройки под 
новую задачу.

Существующие подходы к преодолению 
проблемы «малой выборки» при обучении 
глубоких нейронных сетей и, в частности, 
сверточных сетей, реализуют, в основном, 
два варианта: это либо уже упоминавшийся 
подход на основе переноса обучения [17–18], 
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либо подход, основанный на выполнении 
аугментации – искусственного размножения 
имеющихся реальных данных, который ши-
роко применяется не только при обучении 
глубоких сетей, но и других алгоритмов ма-
шинного обучения [6, 19–21]. 

Целью данной работы является исследо-
вание эффективности применения глубоких 
сверточных сетей с обучением в условиях ма-
лой выборки в задачах классификации био-
логических объектов по мультиспектраль-
ным измерениям. При этом рассматривается 
подход, реализующий технологию переноса 
обучения и основанный на предварительном 
обучении CNN с использованием наборов 
данных, которые использовались для задач, 
близких по физической природе к решаемой 
задаче, с последующим дообучением по дан-
ным для текущей задачи. В качестве примера 
рассматривается задача классификации эле-
ментов зерновых смесей по мультиспектраль-
ным измерениям с целью выявления объек-
тов, пораженных грибковыми заболеваниями 
(фузариозом), и определения сортовой при-
надлежности. 

Под мультиспектральными измерениями 
здесь и далее понимается использование в ка-
честве первичных наблюдений комбинаций 
спектральных измерений, получаемых раз-
личными оптическими методами в различ-
ных диапазонах длин волн.

Следует отметить, что ранее [22–23] авто-
рами уже рассматривалась возможность ре-
шения указанной задачи с помощью класси-
ческих нейронных сетей, имеющих структуру 
двуслойного пересептрона. При этом выпол-
нялась предварительная обработки с целью 
извлечения из спектральных измерений 
входного вектора признаков, обоснованию 
которой были посвящены весьма затратные 
исследования информативности различных 
вариантов такой обработки и наборов при-
знаков. 

ОПИСАНИЕ ПРЕДЛАГАЕМОГО МЕТОДА 
ОБРАБОТКИ МУЛЬТИСПЕКТРАЛЬНЫХ 

ДАННЫХ

Основной идеей предлагаемого в дан-
ной работе метода обработки спектральных 
измерений является отказ от подбираемых 
вручную и явным образом реализуемых ал-
горитмов извлечения признаков в пользу ис-
пользования глубокой сверточной сети, обе-
спечивающих обработку «сырых» данных без 
выполнения специальных  процедур извлече-
ния признаков. 

Специфика использования мультиспек-
тральных данных определяет следующие 
принципы построения и обучения сверточ-
ной сети:

– использование предварительной обра-
ботки для исключения влияния индивиду-
альной настройки спектроанализатора пу-
тем нормировки по энергии вектора каждого 
спектрального измерения для выполнения 
классификации исключительно по форме кри-
вой спектральной характеристики объекта;

– использование одномерной свертки, вы-
полняемой параллельно по нескольким слоям 
(каналам) спектральных измерений (каждый 
слой на один тип спектра);

– необходимость обучения в условиях ма-
лой выборки и быстрого переобучения под 
новый тип данных без существенной транс-
формации архитектуры сети.

Пусть ( ) ( ) ( )
1( ,..., )  i i i T

Nx x x′ ′ ′=  вектор спек-
тральных измерений, полученный по  i -му типу 
спектра, причем 1,i M= , где { }1,2,...M ∈  – об-
щее число одновременно измеряемых типов 
спектра. При этом считаем, что количество 
получаемых по каждому типу спектра спек-
тральных коэффициентов N  одинаково. Да-
лее для исключения влияния индивидуаль-
ных настроек используемого датчика для 
каждого входного вектора выполняется пре-
образование
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В итоге формируется общая входная ма-
трица мультиспектральных измерений
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которая в каждой строке содержит спектраль-
ные измерения одного типа (канала).

Для обработки мультиспектральных изме-
рений в данной работе предлагается исполь-
зовать метод, сочетающий в себе автоматиче-
ское извлечение признаков и классификацию, 
который основан на использовании типовой 
глубокой сети со структурой, приведенной 
в табл. 1. Выбор структуры, содержащей два 
сверточных слоя, обусловлен тем, что в ходе 
предварительных экспериментов наилучшие 
результаты при решении задач обработки 
спектральных измерений были получены при 
использовании такой конфигурации.

При использовании глубокой сети воз-
можно одновременное использование не-
скольких типов спектров с целью повышения 
точности классификации. При этом общая 
конфигурация слоев сети остается без изме-
нений, а каждый тип спектра подается на вход 
сети в отдельном канале. В листинге 1 пред-
ставлен фрагмент кода программы на языке 
Pyton с использованием компонентов среды 
Keras, дающий представление об архитектуре 
создаваемой сети и ее основных настройках.

Учитывая необходимость обучения в ус-
ловиях небольшого объема обучающих дан-
ных, для повышения точности классифика-
ции предлагается сначала проводить пред-
варительное обучения алгоритма с исполь-
зованием близких по физической природе 
данных, используемых при решении схожих 
задач, а затем проводить процедуру переноса 
обучения с дообучением на данных, относя-
щихся непосредственно к решаемой задаче.

Перед дообучением предлагается заме-
нять скрытый и выходной полносвязные слои 
глубокой сети новыми полносвязными слоя-
ми, при этом количество выходов может быть 
изменено в соответствии с числом классов в 
решаемой задачи, при этом весовые коэффи-
циенты в предварительно обученных свер-
точных слоях остаются неизменными. После 
этого полученная сеть может быть дообучена 
с использованием данных, относящихся к ре-
шаемой задаче.

Как можно предположить использование 
предварительного обучения по данным, близ-
ких по структуре к данным, обрабатываемым 
в рамках решаемой задачи, позволит требова-
тельным к объему обучающих данных свер-
точным слоям, ответственным за извлечение 
признаков, обучиться выделять обобщенные 
и репрезентативные признаки. Последующее 

Таблица 1
Структура глубокой сети для обработки спектральных измерений ЭЗС

Название слоя Параметры
Входной слой Размерность входных данных: 1N M× ×
Сверточный слой 1 Число фильтров: 10; Размер фильтра: 10 1× ; Шаг: 1
Слой нелинейности 1 Функция активации: ReLU («выпрямитель»)
Слой субдискретизации 1 (pooling) Функция: максимум; Размер фильтра: 2 1× ; Шаг: 2
Сверточный слой 2 Число фильтров: 20; Размер фильтра: 10 1× ; Шаг: 1
Слой нелинейности 2 Функция активации: ReLU
Слой субдискретизации 2 Функция: максимум; Размер фильтра: 2 1× ; Шаг: 2
Слой исключения (dropout) Доля отключаемых выходов: 50 %
Скрытый полносвязный слой Функция активации: ReLU; Число выходов: 256
Выходной полносвязный слой Функция активации: softmax;

Число выходов: соответствует числу классов 
в решаемой задаче
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дообучение в режиме тонкой настройки по-
зволит обучить новые полносвязные слои, 
непосредственно ответственные за класси-
фикацию, при этом обобщенные правила вы-
деления признаков, выработанные сверточ-
ными слоями в процессе предварительного 
обучения, сохраняются, что должно способ-
ствовать повышению общей точности клас-
сификации.

РЕЗУЛЬТАТЫ ЭКСПЕРИМЕНТА 
И ИХ ОБСУЖДЕНИЕ

Экспериментальная проверка предлагае-
мого алгоритма классификации выполнялась 
на примере двух задач, связанных с обработ-
кой спектральных данных семян пшеницы.

В задаче диагностики ЭЗС, зараженных 
грибковой патологией, в качестве объектов ис-
следования использованы 500 здоровых семян 
яровой мягкой пшеницы сорта «Воронежская 
12» и 500 семян, пораженных фузариозом. За-
дачей алгоритма при этом является определе-
ние принадлежности анализируемого образца 
к классу здоровых или зараженных.

При решении задачи анализа сортовой 
чистоты использованы семена пшеницы че-
тырех сортов: яровая твердая пшеница «Во-
ронежская 11» и «Светлана», яровая мягкая 

пшеница «Воронежская 14» и «Черноземно-
уральская» (по 500 образцов каждого сорта). 
В данном случае задачей алгоритма является 
определение принадлежности образца к од-
ному из этих сортов. Зерна, используемые в 
экспериментах, были предоставлены ГНУ Во-
ронежской ИСХ Россельхозакадемии имени 
В.В. Докучаева.

Для всех зерен на установке, описанной в 
[23], были проведены измерения спектров 
двух типов ( 2)M =  – пропускания и отраже-
ния – в диапазоне 450–1050 нм. Затем для каж-
дого зерна отбиралось по одному спектру каж-
дого типа для дальнейшей обработки. Таким 
образом, объем исходных данных составил 
500 спектров каждого класса, при этом каж-
дый спектр представлял собой вектор веще-
ственных измерений размерностью 3164 1.×  
Общий вид измеренных спектров после пре-
образования (1) приведен на рис. 1 и 2.

Ранее [22–23] при обучении нейронных 
сетей, имеющих структуру двуслойного пере-
септрона, использование всех 3164N =  при-
знаков являлось избыточным, поэтому авто-
ры явным образом производили извлечение 
признаков с помощью метода главных компо-
нент или путем усреднения соседних спек-
тральных составляющих. Анализ результатов 
оценки качества классификации, получаемых 

model_3 = Sequential()
model_3.add(Conv1D(Nc1,Nf1,input_shape=(ny,n_channel),
strides=1,padding=’valid’,W_regularizer=l2(l2_lambda),
init=’he_normal’))
model_3.add(Activation(‘relu’))
model_3.add(MaxPooling1D(pool_size=2,strides=2))
model_3.add(Conv1D(Nc2,Nf2,strides=1,padding=’valid’,
W_regularizer=l2(l2_lambda), init=’he_normal’))
model_3.add(Activation(‘relu’))
model_3.add(MaxPooling1D(pool_size=2,strides=2))
model_3.add(Dropout(0.5))
model_3.add(Flatten())
model_3.add(Dense(256))
model_3.add(Activation(‘relu’))
model_3.add(Dropout(0.5))
model_3.add(Dense(2))
model_3.add(Activation(‘softmax’))

Листинг 1
Фрагмент кода, задающий структуру и параметры сети
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при использовании данных методов, показал, 
что выбор алгоритма извлечения признаков 
оказывает существенное влияние на точность 
работы классификатора при том же объеме 
обучающих данных. В связи с этим в данной 
работе на вход глубокой сети, описанной в 
табл. 1, подаются все 3164 исходные спек-
тральные составляющие, и извлечение при-
знаков выполняется полностью в автомати-
ческом режиме с помощью сверточных слоев 
сети. Количество каналов сети равно числу 
одновременно используемых типов спектров: 
1 для спектров отражения и пропускания от-
дельно и 2 при совместном анализе обоих ти-
пов спектров.

Предварительное обучение сети для зада-
чи выявления объектов, пораженных фузари-
озом, выполнялось с использованием данных, 
предназначенных для решения задачи опре-
деления сортовой принадлежности, и наобо-
рот. При этом 450 образцов каждого класса, 
выбранные случайным образом, использова-
лись при предварительном обучении в каче-
стве обучающей выборки, а оставшиеся 50 – 
в качестве валидационной выборки. 

Выбор числа нейронов в выходном слое 
сети на этапе предварительного обучения 
определяется числом классов в используемом 
наборе данных и составляет 2 для набора дан-
ных, относящегося к задаче выявления зерен, 
пораженных фузариозом, и 4 для набора дан-
ных, относящегося к задаче определения со-
ртовой принадлежности. 

Во избежание переобучения предваритель-
ное обучение выполнялось в 5 эпох (epoch) 
с размером партии (batch size) 32. После ка-
ждой эпохи выполнялась проверка качества 
обучения сети с помощью валидационной 
выборки. В случае, если точность классифи-
кации оказывалась выше, чем в любой из пре-
дыдущих эпох, весовые коэффициенты сети 
для текущей эпохи сохранялись в выходной 
файл. После завершения предварительного 
обучения коэффициенты сети, при которых 
точность была максимальной, загружались 
из выходного файла для дальнейшего исполь-
зования. 

После завершения предварительного об-
учения оба полносвязных слоя удалялись из 
обученной сети и заменялись новыми. Выбор 
числа нейронов в выходном слое при этом 
определялось уже числом классов в решаемой 
задаче и составляло 2 для задачи выявления 
зерен, пораженных фузариозом, и 4 для зада-
чи определения сортовой принадлежности.

Дообучение предварительно обученной 
сети и ее тестирование с использованием ре-
альных данных проводилось путем кросс- 
валидации из 10 раундов для трех размеров 
обучающих выборок: по 450P = , 250P =  и 

125P =  образцов каждого класса, выбирае-
мых случайным образом. Оставшиеся образ-
цы (50, 250 и 375 образцов каждого класса, со-
ответственно) использовались для валида-

Рис. 1. Пример реальных спектров 
отражения здоровых и зараженных зерен 
пшеницы, полученных на измерительной 

установке

Рис. 2. Пример реальных спектров 
пропускания здоровых и зараженных зерен 
пшеницы, полученных на измерительной 

установке
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ции. В ходе каждого из раундов кросс-валида-
ции выполнялось дообучение в 20 эпох с раз-
мером партии 32 для лучшей сети, полученной 
на шаге предварительного обучения. Резуль-
тат наилучшего классификатора, полученного 
по всем эпохам в раунде, сохранялся, а итого-
вая точность классификации определялась 
усреднением результатов по 10 раундам.

Для сравнения также проводилось тести-
рование глубокой сети с той же структурой, 
обучаемой исключительно на данных, относя-
щихся к решаемой задаче. В этом случае мето-
дика обучения и тестирования отличалась от-
сутствием шагов предварительного обучения 
и замены полносвязных слоев, т. е. на шаге до-
обучения в качестве исходной модели исполь-
зовалась необученная сеть со случайными ве-
совыми коэффициентами, устанавливаемым 
по умолчанию, и числом выходов, соответ-
ствующим числу классов в решаемой задаче.

Для создания и тестирования сети исполь-
зовался язык Python 3.6 и библиотека Keras в 
сочетании с фреймворком TensorFlow. 

Результаты, полученные при решении за-
дачи диагностики ЭЗС, зараженных грибко-
вой патологией, приведены в табл. 2.

Видно, что для спектров отражения точ-
ность классификации оказывается значитель-
но выше, чем для спектров пропускания (ми-
нимальная разница составляет 6.3 % и увели-
чивается при уменьшении объема обучающей 
выборки). Схожая ситуация наблюдалась и 
при использовании классических нейронных 
сетей [22–23], что вновь подтверждает мень-
шую информативность спектров пропуска-
ния при решении данной задачи. Возможно 

также, что при их измерении был получен 
определенный процент аномальных наблюде-
ний, что можно увидеть, в частности на рис. 2, 
где в нижней части спектрального диапазона 
частот имеются отрицательные выбросы ам-
плитуды спектральных составляющих.  Это, 
по нашему мнению, определяет определенную 
неустойчивость полученных здесь и далее ре-
зультатов при использовании спектров про-
пускания. Вероятно, этим также обусловлено 
то, что совместное использование спектров 
отражения и пропускания позволило повы-
сить точность классификации по сравнению с 
одиночными спектрами отражения лишь для 
случая 250P = , в остальных случаях точность 
оказалась ниже, чем для спектров отражения, 
но выше, чем для спектров пропускания.

Применение предварительного обучения 
с использованием данных, предназначенных 
для решения задачи анализа чистовой чисто-
ты, и последующий перенос обучения позво-
лили повысить точность классификации на 
величину от 0.4 % до 3.95 % (в зависимости 
от объема обучающей выборки) для спектров 
отражения, однако для спектров пропуска-
ния точность, напротив, ухудшилась, воз-
можно, как уже упоминалось, из-за неустой-
чивого характера получаемых спектральных 
измерений. Одновременное использование 
обоих типов спектров в сочетании с предва-
рительным обучением представляется мало-
целесообразным, так как итоговая точность 
классификации оказывается ниже, чем при 
использовании только спектров отражения.

Для задачи анализа сортовой частоты 
(табл. 3) точность классификации по спек-

Таблица 2
Оценки точности классификации здоровых и пораженных ЭЗС

Параметры обучения
Точность классификации (%)

Отражение Пропускание Совместно
450P = , без предв. обучения 99.20 92.90 98.80

450P = , с предв. обучением 99.60 91.40 99.00

250P = , без предв. обучения 95.68 86.82 98.26

250P = , с предв. обучением 97.96 84.22 97.34

125P = , без предв. обучения 91.02 83.50 89.73

125P = , с предв. обучением 94.97 80.59 91.21



116 ВЕСТНИК ВГУ, СЕРИЯ: СИСТЕМНЫЙ АНАЛИЗ И ИНФОРМАЦИОННЫЕ ТЕХНОЛОГИИ, 2019, № 4

А. О. Донских, А. А. Сирота

трам отражения также оказывается выше, 
чем по спектрам пропускания, однако разни-
ца в данном случае менее выражена.

Точность классификации при совместном 
использование спектров отражения и пропу-
скания также оказалась ниже, чем для спек-
тров отражения, но выше, чем для спектров 
пропускания за исключением случая 125P = , 
в котором удалось получить выигрыш 0.5 %. 
Применение предварительного обучения с 
использованием данных, предназначенных 
для решения задачи классификации здоро-
вых и пораженных ЭЗС, практически не ока-
зало влияния на точность классификации, 
что, вероятно, обусловлено вдвое меньшим 
объемом данных по сравнению с основным 
набором данных.

ЗАКЛЮЧЕНИЕ И БЛАГОДАРНОСТИ

В рамках данной работы была исследована 
возможность применения глубоких сверточ-
ных сетей в задачах классификации биоло-
гических объектов по мультиспектральным 
измерениям при небольших объемах обучаю-
щих данных. Предложенный алгоритм клас-
сификации в задачах выявления ЭЗС пшени-
цы, пораженных фузариозом, и определения 
сортовой принадлежности, на основе глубо-
кой сети с двумя сверточными слоями позво-
лил добиться точности классификации выше 
99 % что превосходит результаты для тради-
ционных нейронных сетей, полученные авто-
рами ранее.

Применение дополнительных методов по-
вышения точности классификации, таких как 

одновременный анализ спектральных данных 
двух типов или перенос обучения после пред-
варительного обучения сверточной сети по 
данным для близкой по физической природе 
задаче, не дает однозначного выигрыша для 
всех типов данных, однако в ряде случаев все 
же позволяет повысить точность классифи-
кации на величину до 4 %. При этом удалось 
показать эффективность применения техно-
логии переноса обучения как потенциально-
го способа быстрого переобучения алгорит-
ма классификации спектральных измерений 
под «новую задачу» в условиях малой выбор-
ки. Более детальное изучение особенностей 
применения технологии переноса обучения в 
глубоких сетях, а также его сочетание с дру-
гими методами, в частности, методами искус-
ственного размножения обучающих данных, 
представляются перспективным направлени-
ем для дальнейших исследований.

Результаты работы получены в рамках 
выполнения государственного задания Ми­
нобрнауки России по проекту № 8.3844.2017/4.6 
«Разработка средств экспресс-анализа и клас­
сификации элементов неоднородного потока 
зерновых смесей с патологиями на основе ин­
теграции методов спектрального анализа и 
машинного обучения».
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TRAINING OF DEEP NEURAL NETWORKS 
FOR CLASSIFICATION OF BIOLOGICAL OBJECTS BASED 

ON SPECTRAL MEASUREMENTS
A. O. Donskikh, A. A. Sirota

Voronezh State University

Annotation. The possibility of using deep neural networks for processing multispectral measure-
ments in the classification of biological objects with specific pathologies is estimated. Convolutional 
neural networks accepting as an input multiple spectral functions (amplitude and frequency de-
pendencies) retrieved simultaneously for each object using various spectral methods (reflection, 
transmission) or different wavelength ranges. The structure of a deep network with two convolu-
tional layers and two fully connected layers for classifying wheat seeds in order to identify grains 
affected by fungal diseases and to identify the variety of the seeds is described. A method for im-
proving the quality of network learning based on applying transfer learning method after training 
on artificially generated data is proposed. A comparison of the classification results obtained for 
reflection and transmission spectra of elements of grain mixtures with traditional deep learning 
approaches (for each spectral method separately), with learning on data for two spectral methods 
(simultaneous processing of two data channels representing the transmission and reflection spec-
tra), and with the proposed transfer learning-based method is provided.
Keywords: deep neural networks, convolutional networks, transfer learning, spectral measure-
ments, machine learning.
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